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基于轻量级神经网络的心音分类模型研究

任飞廉１ꎬ刘　 磊２ꎬ赵兴群１∗ꎬ侯振中１ꎬ钟献彪１

(１.东南大学生物科学与医学工程学院ꎬ江苏 南京 ２１０００８ꎻ２.中国人民解放军 ９３１６０ 部队ꎬ北京 １０００８６)

摘　 要:心音听诊是心血管疾病辅助诊断的常用工具ꎮ 提出一种基于轻量级卷积神经网络的心音自动分类模型ꎮ 首先对预

处理后的心音信号进行分割ꎬ作为模型的输入ꎮ 模型使用深度可分离卷积层替换传统卷积层来降低模型的计算复杂度ꎮ 利

用挤压和激发模块增强的反转残差模块ꎬ能够在使用小卷积核和少通道数的同时保证提取的特征的分类有效性ꎬ在轻量级组

卷积块之后使用通道混洗模块ꎬ交换不同通道之间的信息ꎬ能够实现更大的感受野以提取足够的全局特征ꎮ 在 ２０１６ 年 Ｐｈｙｓ￣
ｉｏＮｅｔ 心脏病学挑战赛所用的公开心音信号数据库上的实验测试表明ꎬ所提出模型的准确度、精确率、召回率、Ｆ１ 分数和 ＡＵＣ
值分别为 ９５.６９％、９５.７６％、９８.６０％、０.９７ 和 ０.９４ꎬ且仅使用 ４５ ９９３ 的总参数量和 ０.４０ Ｇ 的总浮点运算次数ꎬ与其他卷积神经网

络模型的结果比较ꎬ分类性能更好且计算复杂度更低ꎬ在基于心音信号的心血管疾病辅助诊断应用中有很大潜力ꎮ
关键词:心音分类ꎻ卷积神经网络ꎻ轻量级模型

中图分类号:ＴＰ３８６ꎻＴＢ５１＋７　 　 　 　 文献标识码:Ａ　 　 　 　 文章编号:１００５－９４９０(２０２６)０３－０５６６－０７

　 　 根据«中国心血管健康与疾病报告 ２０２２»ꎬ心血

管疾病死亡率居于首位[１]ꎬ到 ２０３０ 年ꎬ全球将有

２３３０ 万因心血管疾病而死亡的患者[２]ꎮ 研究心血

管疾病诊断和预防的关键技术ꎬ对降低心血管疾病

死亡率和经济负担有着重大意义ꎮ
心音是心脏活动的反映ꎬ心音听诊是临床上常

用的检测方法ꎬ心音图是心音的可视化波形ꎬ可用于

心血管疾病的分类诊断任务ꎬ被证明是揭示心律失

常、心脏瓣膜疾病和心力衰竭等多种病理性心脏缺

陷的有效工具[３－５]ꎮ 开发可靠的能部署在智能移动

设备的心音自动诊断系统ꎬ既可用于临床ꎬ又可用于

家庭保健ꎬ对心血管疾病的早期预筛诊断具有重要

意义ꎮ
多年来ꎬ研究人员使用机器学习和深度学习方
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法进行心音信号的分类研究ꎮ Ｋｏｂａｔ 等[６] 提取了五

类心脏瓣膜疾病患者心音信号的一维二值特征ꎬ使
用邻域成分分析选择更具辨别力的特征ꎬ搭建 Ｋ 最

近邻和支持向量机分类器ꎬ分别获得了 ９９. ５％和

９８.３％的准确度ꎮ 但机器学习的特征提取和特征选

择过程过于复杂ꎮ Ｓｈｕｖｏ 等[７]开发端到端的卷积神

经网络架构ꎬ在 ２０１６ 年 ＰｈｙｓｉｏＮｅｔ 心脏病学挑战赛

数据集测试获得 ８６.５７％的分类准确度ꎮ Ａｌｋｈｏｄａｒｉ
等[８]搭建卷积循环神经网络架构ꎬ对瓣膜性心脏病

的心音记录进行识别ꎬ实现了 ９７.８７％的准确度ꎮ 深

度学习模型可以避免特征的提取和选择ꎬ获得更高

的准确度ꎬ但也需要大量计算资源ꎬ很难在移动设备

中实现低功耗ꎬ近些年一些研究尝试开发轻量级深

度神经网络模型ꎮ Ｏｈ 等[９]使用 ＷａｖｅＮｅｔꎬ应用跳跃

连接降低复杂度ꎬ在五类瓣膜性疾病心音信号数据

集测试获得 ９８.２％的准确度ꎬ模型仅使用 ３２.０８ ｋ 的

参数量ꎬ但使用的数据集每种类型仅有 ２００ 例样本ꎬ
每例样本仅有 ３ ｓ 的采样时长ꎬ数据规模太小ꎮ Ｚｈｕ
等[１０]提出基于深度可分离卷积的组卷积技术减少

计算量ꎬ开发用于心音分类的端到端神经网络ꎬ在
２０１６ 年 ＰｈｙｓｉｏＮｅｔ 心脏病学挑战赛数据集测试达到

９３.１％的准确度ꎬ其模型参数量为 ５２.６７ ｋꎬ并将模型

成功部署在了嵌入式可穿戴设备上ꎮ 但为了获得更

多的时域特征使用的 ＬＳＴＭ 层ꎬ使得模型的参数量

和计算量难以简化ꎮ
因此ꎬ提出了一种轻量级心音自动分类方法ꎮ

该方法无需进行复杂的特征预提取ꎬ利用深度可分

离卷积、注意力机制、反转残差和通道混洗构建了用

于心音分类的一维卷积神经网络模型ꎮ 该方法在保

证自动心音分类准确率的前提下ꎬ减少了模型参数

和浮点运算次数ꎬ为面向移动可穿戴设备等计算性

能低的设备开发基于深度学习模型的心血管疾病辅

助诊断算法提供了思路ꎮ

１　 方法

１.１　 数据来源

使用的心音信号记录来自 ２０１６ 年 ＰｈｙｓｉｏＮｅｔ 心脏

病学挑战赛(Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ Ｈｅａｒｔ Ｓｏｕｎｄ Ｒｅｃｏｒｄｉｎｇｓ:
Ｔｈｅ ＰｈｙｓｉｏＮｅｔ / Ｃｏｍｐｕｔｉｎｇ ｉｎ Ｃａｒｄｉｏｌｏｇｙ Ｃｈａｎｌｌｅｎｇｅ
２０１６ꎬ ＰｈｙｓｉｏＮｅｔ / ＣｉｎＣ ２０１６ ) 数 据 库[１１] ( 网 址 为

ｗｗｗ.ｐｈｙｓｉｏｎｅｔ.ｏｒｇ / ｃｏｎｔｅｎｔ / ｃｈａｌｌｅｎｇｅ－２０１６ / １.０.０ / )ꎬ
该数据集为公开数据集ꎬ来源于世界各地健康受试

者和心血管疾病 (Ｃａｒｄｉｏｖａｓｃｕｌａｒ ＤｉｓｅａｓｅꎬＣＶＤ) 患

者ꎬ通常是患有心脏瓣膜缺陷和冠状动脉疾病的患

者ꎬ包含 ３ ２４０ 条样本记录ꎬ其中 ２ ５７５ 条正常记录ꎬ
６６５ 条异常记录ꎬ心音图(ＰｈｏｎｏｃａｒｄｉｏｇｒａｍꎬＰＣＧ)信
号记录采样频率为 ２ ０００ Ｈｚꎬ持续时间 ５ ｓ ~ １２０ ｓ
不等ꎮ
１.２　 预处理和分割

心音信号的采集容易受到各种因素的干扰ꎬ包括

电磁干扰、工频干扰、人体电信号干扰、呼吸音和肺音

等[１２]ꎬ对信号的预处理可以有效提高模型分类性能ꎮ
心音信号有效频率集中在 ２０ Ｈｚ~５００ Ｈｚ 之间ꎬ将信

号降采样到 １ ０００ Ｈｚꎬ并使用基于逻辑回归的隐半马

尔可夫模型对心音信号进行精确分割[１３]ꎬ从每个第

一心音起始点的位置开始ꎬ按照 ２ ｓ 的持续时间进行

分割ꎬ分割后共获得 ３４ １８５ 条心音记录ꎮ 对分割后的

信号ꎬ使用具有四级 ｄｂ１０ 小波基的离散小波变换

(Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ ＴｒａｎｓｆｏｒｍꎬＤＷＴ) 进行分解ꎬ使用

Ｒｉｇｒｓｕｒｅ 软阈值规则的逆离散小波变换 ( Ｉｎｖｅｒｓｅ
ＤＷＴꎬＩＤＷＴ)重构心音信号实现降噪ꎬ最后进行最大

最小归一化处理ꎮ 信号预处理流程如图 １ 所示ꎮ

图 １　 信号预处理流程

１.３　 面向移动平台的卷积神经网络模型

由于心音信号具有高频率、多细节等特点ꎬ开
发针对心音信号的神经网络时ꎬ需要更大的卷积

核、更多的通道数、更深的层数来提取足够有效的

特征ꎬ导致计算复杂度的增加ꎬ不利于部署在计算

资源有限的移动设备ꎮ 因此ꎬ提出轻量级的卷积

神经网络 ( Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ ＮｅｔｗｏｒｋꎬＣＮＮ) 模

型ꎬ使用更小卷积核和更少通道数的同时提取心

音信号中有效的判别性特征ꎮ 提出的 ＣＮＮ 模型如

图 ２ 所示ꎬ使用时长 ２ ｓ 的心音一维时间序列作为
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输入ꎬ首先使用卷积核大小为 ３、步长为 ２、滤波器

数量为 ３２ 的由深度可分离卷积和最大池化层构

成的起始块提取初始的低级特征ꎬ同时快速降低

特征序列长度ꎮ 本文使用由挤压和激发模块加强

的反转残差模块和通道混洗模块构成的轻量级组

卷积块ꎬ卷积核大小均为 ３ꎬ三个轻量级组卷积块

中的滤波器数量分别为 １６、２４ 和 ３２ꎮ 最后输入到

全局平均池化层和全连接层获得分类结果ꎮ 同时

为了提高模型的计算效率ꎬ使用由 ＲｅＬＵ(１.０)线

性激活函数模拟的 ｓｗｉｓｈ 和 Ｓｉｇｍｏｉｄ 非线性激活函

数ꎬ避免复杂的指数运算ꎬ模拟的激活函数不会改

变隐藏层的容量和参数数量ꎮ

图 ２　 提出的轻量级卷积神经网络模型

１.３.１　 深度可分离卷积

在 ＣＮＮ 模型中ꎬ标准卷积层基于卷积核过滤特

征ꎬ并组合过滤后的特征生成新的输出特征ꎮ 深度

可分离卷积最初由 Ｓｉｆｒｅ 引入[１４]ꎬ可以将标准卷积

分解为深度卷积和逐点卷积ꎬ如图 ３ 所示ꎬ可以有效

减少卷积层的计算量ꎮ
假设输入的一维特征序列长度为 Ｌꎬ通道数为

Ｍꎬ使用的卷积核大小为 Ｋꎬ输出通道数为 Ｎꎬ则标准

卷积层的计算成本为:
Ｌ×Ｋ×Ｍ×Ｎ (１)

深度可分离卷积首先使用深度卷积对每个输入

通道应用通道数为 １ 的滤波器ꎬ之后使用逐点卷积

组合深度卷积的输出生成新的特征序列ꎬ其计算成

本为:
Ｌ×Ｋ×Ｍ＋Ｌ×Ｍ×Ｎ (２)

通过将标准卷积替换为深度可分离卷积ꎬ减少

的计算量为:
Ｌ×Ｋ×Ｍ＋Ｌ×Ｍ×Ｎ
Ｌ×Ｋ×Ｍ×Ｎ

(３)

当输出通道数 Ｎ和卷积核大小 Ｋ 较大时ꎬ深度

可分离卷积相比标准卷积可以大大降低计算成本ꎬ
这使得深度可分离卷积非常适合部署在计算资源有

限的设备上ꎮ

图 ３　 标准卷积层和深度可分离卷积层

１.３.２　 ｈ￣ｓｗｉｓｈ 和 ｈ￣Ｓｉｇｍｏｉｄ 激活函数

ｓｗｉｓｈ 激活函数由 Ｇｏｏｇｌｅ 提出[１５]ꎬ是一种新颖

的非线性激活函数ꎬ具有非线性、非饱和等特性ꎬ可
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以加快模型的训练速度ꎬ提高模型的性能[１６]ꎬ其定

义如下:
ｓｗｉｓｈ(ｘ)＝ ｘ×Ｓｉｇｍｏｉｄ(ｘ) (４)

式中:Ｓｉｇｍｏｉｄ 激活函数的定义如下:

Ｓｉｇｍｏｉｄ(ｘ)＝ １
１＋ｅ－ｘ (５)

由于其中 ｅ－ｘ为指数运算ꎬ在计算机系统中通常

要比加减运算消耗更多的计算资源ꎬ由于 ＣＮＮ 模型

中会大量应用激活层ꎬ导致整个模型计算效率降低ꎮ
线性激活函数 ＲｅＬＵ(１.０)可以用来模拟非线性

激 活 函 数 Ｓｉｇｍｏｉｄ 和 ｓｗｉｓｈꎬ 获 得 其 硬 版 本ꎮ
ＲｅＬＵ(１.０) 激 活 函 数 的 定 义 为 ＲｅＬＵ ( １. ０ ) ＝
ｍｉｎ(ｍａｘ(０ꎬｘ)ꎬ１)ꎬ能够将输入值映射到非负区间

并限制在 ０ ~ １ 之间ꎮ 模拟的 Ｓｉｇｍｏｉｄ 激活函数

(ｈａｒｄ－Ｓｉｇｍｏｉｄꎬｈ￣Ｓｉｇｍｏｉｄ)可以定义为:
ｈ￣Ｓｉｇｍｏｉｄ(ｘ)＝ ＲｅＬＵ(１.０)(ｘ＋３) (６)

结合式(４)和式(６)ꎬ模拟的 ｓｗｉｓｈ 激活函数

(ｈａｒｄ￣ｓｗｉｓｈꎬｈ￣ｓｗｉｓｈ)定义为:
ｈ￣ｓｗｉｓｈ(ｘ)＝ ｘ×ＲｅＬＵ(１.０)(ｘ＋３) (７)

本文在 ＣＮＮ 模型中的卷积层之后使用 ｈ￣ｓｗｉｓｈ
非线性激活函数ꎬ重新映射卷积层的输出ꎬ加快模型

训练速度ꎬ提高模型分类性能ꎮ 并在挤压和激发模

块的第二个卷积层后ꎬ以及全连接层中应用 ｈ￣
Ｓｉｇｍｏｉｄ 激活函数ꎬ将层的输出映射到非负区间并限

制在 ０~１ 之间ꎬ以匹配本文的二分类任务ꎮ
图 ４ 显示了 Ｓｉｇｍｏｉｄ 和 ｓｗｉｓｈ 激活函数及其模

拟版本的比较ꎮ

图 ４　 Ｓｉｇｍｏｉｄ 和 ｓｗｉｓｈ 激活函数及其

模拟版本比较

１.３.３　 挤压和激发模块

挤压和激发模块是 ＳＥＮｅｔ 中通道注意力模块的

改进[１７]ꎮ 注意力机制能够使深度学习模型自动学

习输入特征向量中需要着重注意的关键特征ꎬ模型

能够将更多注意力分配给感兴趣区域ꎬ提升对研究

目标的检测精度ꎮ 提出的挤压和激发模块将通道注

意力模块的全连接层替换为卷积层ꎬ如图 ５ 所示ꎬ相
比于全连接层ꎬ卷积层因局部连接且共享参数ꎬ需要

的参数数量更少ꎬ能够避免模型过拟合ꎬ提高模型泛

化性能ꎮ

图 ５　 挤压和激发模块

挤压和激发模块包含挤压和激发两个步骤ꎮ 在

挤压步骤中ꎬ通过全局平均池化层压缩每个通道上

的数据ꎬ获得一个具有全局感受野的数值代表该通

道上的特征数据ꎮ 在激发步骤中ꎬ通过两个卷积层

学习通道之间的相关性ꎬ为每个通道生成通道权重ꎬ
并在第二个卷积层中使用 ｈ￣Ｓｉｇｍｏｉｄ 激活函数将通

道权重数值限制在 ０ ~ １ 之间ꎮ 最后将输入的特征

序列和通道权重向量输入逐元素乘层中ꎬ完成对输

入特征序列的重新加权标定ꎬ加强模型对特征序列

中关键特征的关注度ꎬ抑制对非关键特征的关注度ꎮ
１.３.４　 反转残差模块

减少滤波器数量和输出通道数可以降低卷积层

的计算量ꎬ但也会使得卷积层无法获得足量的信息ꎬ
导致模型分类性能下降[１８]ꎮ 反转残差模块可用于

解决通道数较少时信息量不足的问题ꎮ 对于一维特

征序列ꎬ首先使用逐点卷积将通道数扩张ꎬ再使用深

度可分离卷积提取特征ꎬ最后使用逐点卷积将通道

数压缩回之前的规模ꎬ如图 ６ 所示ꎮ 反转残差模块

可以让深度卷积层获得更多的输入通道数ꎬ从而提

取更多的特征信息ꎬ同时不会大量增加模型的计

算量ꎮ

图 ６　 反转残差模块

此外ꎬ通过将挤压和激发模块添加到反转残差

模块中的深度可分离卷积层之后ꎬ如图 ７ 所示ꎬ将深

度可分离卷积层的输出特征序列进行通道的重新加

权标定ꎬ能够加强反转残差模块对关键特征的关注

度ꎬ提高模型特征表达能力和分类性能[１９]ꎮ
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图 ７　 添加挤压和激发模块的反转残差模块

１.３.５　 通道混洗模块

通道混洗模块将输入特征图分组并交换通道ꎬ
可以加强卷积核输出通道之间的信息交流[２０]ꎬ使得

输出通道可以从多个输入通道获取信息ꎬ避免使用

小卷积核时通道感受野太小而无法获得足够有效的

全局判别性特征的问题[２１]ꎬ提高模型分类性能的同

时不会消耗过多的计算资源ꎮ 通道混洗模块的结构

如图 ８ 所示ꎮ

图 ８　 通道混洗模块

２　 实验与结果

２.１　 实验设置

提出的轻量级卷积神经网络模型在具有单个

ＮＶＩＤＩＡ ＲＴＸ３０７０Ｔｉ ８ ＧＢ ＲＡＭ ＧＰＵ 的电脑上进行

训练和测试ꎬ使用具有 ０. ０００１ 的权重衰减和 ０. ９
Ｎｅｓｔｅｒｏｖ 动量的随机梯度下降器作为网络的优化

器ꎬ学习率设置为 ０.００１ꎮ 设置了 ０.３ 的 ｄｒｏｐｏｕｔ 率
以避免过拟合ꎬ提出的模型共训练了 １０ 个轮次ꎬ批
量大小设置为 ６４ꎬ使用十倍交叉验证进行训练和

测试ꎮ
２.２　 评估指标

使用准确度(Ａｃｃｕｒａｃｙ)、精确率(Ｐｒｅｃｉｓｉｏｎ)、召
回率(Ｒｅｃａｌｌ)、Ｆ１ 分数和 ＡＵＣ 值对模型的分类性能

进行评估ꎬ使用模型的总参数量和总浮点运算次数

(Ｆｌｏａｔｉｎｇ Ｐｏｉｎｔ ＯｐｅｒａｔｉｏｎｓꎬＦＬＯＰｓ)来衡量模型的计

算复杂度[２２]ꎮ
２.３　 实验结果

为了对比提出的轻量级卷积神经网络模型的分

类性能和计算复杂度ꎬ设计了对比实验ꎮ 对比对象除

了经典的 ＡｌｅｘＮｅｔ、ＶＧＧ、ＲｅｓＮｅｔ 和 ＤｅｎｓｅＮｅｔ 之外ꎬ还
和近些年发表的轻量级 ＣＮＮ 模型包括 ＳｈｕｆｆｌｅＮｅｔ、
ＭｏｂｉｌｅＮｅｔ、Ｘｃｅｐｔｉｏｎ 和 ＧｈｏｓｔＮｅｔ[２３]进行对比ꎮ 为了公

平对比ꎬ所有模型均将二维操作转换为一维操作ꎬ统
一参数设置ꎬ部分模型删减了后续的层以适配本文中

使用的数据集的规模ꎬ对比实验结果如表 １ 所示ꎮ
表 １　 对比实验结果

模型 准确度 / ％ 精确 / ％率 召回率 / ％ Ｆ１ ＡＵＣ 总参数量 ＦＬＯＰｓ

ＡｌｅｘＮｅｔ ８５.２９ ８５.１８ ９７.５３ ０.９１ ０.７５ ８１ ９１５.６５ ｋ ２５.４ Ｇ
ＶＧＧ１６ ８７.７９ ８８.３５ ９８.４７ ０.９３ ０.８１ １５１ ７２０.２６ ｋ １４５ Ｇ
ＲｅｓＮｅｔ１８ ８０.３１ ８５.６４ ８８.７５ ０.８６ ０.７４ ９ ８７０.６２ ｋ １１０ Ｇ

ＤｅｎｓｅＮｅｔ１２１ ８４.８２ ８８.５４ ９２.９７ ０.９０ ０.７９ ３ ９４０.２０ ｋ ８０.８ Ｇ
ＳｈｕｆｆｌｅＮｅｔＶ１ ９０.９８ ９２.２５ ９７.１３ ０.９４ ０.８７ ９６１.８５ ｋ １１.５ Ｇ
ＳｈｕｆｆｌｅＮｅｔＶ２ ９３.３９ ９２.６８ ９４.６７ ０.９５ ０.９３ ３ ４１４.２４ ｋ ３８.１ Ｇ
ＭｏｂｉｌｅＮｅｔＶ１ ８７ꎬ６７ ９５.９７ ８４.６３ ０.８８ ０.９０ ３ １９９.３６ ｋ １４.１ Ｇ
ＭｏｂｉｌｅＮｅｔＶ２ ８９.０５ ８９.２５ ９９.１８ ０.９３ ０.８２ ２ ２１６.８３ ｋ ８.０ Ｇ
ＭｏｂｉｌｅＮｅｔＶ３ ８９.０４ ９０.３７ ９６.７５ ０.９３ ０.８４ １ ２２４.７５ ｋ ４.３６ Ｇ
Ｘｃｅｐｔｉｏｎ ９２.３２ ９６.８２ ９２.５６ ０.９４ ０.９２ １ ０９１.９４ ｋ １９.５ Ｇ
ＧｈｏｓｔＮｅｔ ９１.３８ ９２.９９ ９４.９３ ０.９４ ０.８９ ２７１.４６ ｋ １.４ Ｇ

提出的模型 ９５.６９ ９５.７６ ９８.６０ ０.９７ ０.９４ ４５.９９ ｋ ０.４０ Ｇ

２.４　 结论

提出的轻量级卷积神经网络模 型 获 得 了

９５.６９％ 的准确度ꎬ９５.７６％的精确率ꎬ９８.６０％的召回

率ꎬ０.９７ 的 Ｆ１ 分数和 ０.９４ 的 ＡＵＣ 值ꎮ 尽管精确率

和召回率分别逊色于 Ｘｃｅｐｔｉｏｎ 和 ＭｏｂｉｌｅＮｅｔＶ２ꎬ但能

够综合反映精确率和召回率的 Ｆ１ 分数是所有模型

中最高的ꎬ同时反映模型二分类性能的 ＡＵＣ 值也是

所有模型中最高的ꎬ且 ＡＵＣ 值也是不依赖于二分类

类别概率阈值选择的评价指标ꎮ 在取得了优异的分

类性能的同时ꎬ提出的模型仅使用了 ４５ ９９３ 的总参

数量和 ０.４０ Ｇ 的总浮点运算次数ꎬ远低于其他卷积

神经网络模型ꎮ 这主要归功于提出的模型使用深度
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可分离卷积替换传统卷积ꎬ减少了模型的参数量和

计算量ꎬ同时使用反转残差模块能够在较少的通道

数量中提取足够有效的判别性特征ꎬ挤压和激发模

块能够加强更具判别性的特征的通道权重从而加速

模型的训练收敛速度ꎬ通道混洗模块可以加强通道

之间的信息交流ꎬ从而避免了在心音信号分类任务

中使用小卷积核所带来的感受野不足问题ꎮ

３　 总结与展望

心音异常与心血管疾病有关ꎬ其便捷的检测方

法可以协助医生对心血管疾病进行初步诊断ꎮ 本研

究提出了一种用于心音自动分类的轻量级卷积神经

网络模型ꎬ在 ２０１６ 年 ＰｈｙｓｉｏＮｅｔ 心脏病学挑战赛数

据库上测试实现了 ９５.６９％的最大分类准确度ꎬ与其

他卷积神经网络模型和轻量级卷积神经网络模型的

对比实验表明ꎬ提出的模型在获得优异的分类性能

的同时ꎬ需要更少的计算资源ꎮ 而较低的参数量和

总浮点运算次数ꎬ意味着提出的轻量级卷积神经网

络模型能够以更低的功耗和更快的速度在计算资源

有限的移动可穿戴智能心音检测仪器中部署和运

行ꎬ这对心血管疾病的长期监测、诊治和预防有着重

要意义ꎮ
在未来的工作中ꎬ与该方法相关的研究将在以

下几个方面得到改进:①使用更大的多类别临床数

据集进一步研究和提高模型的稳定性和鲁棒性ꎬ目
前本研究使用的数据集仅包含两类心音数据ꎮ ②开

发便携式心音监测仪ꎬ不仅可以采集心音信号ꎬ还可

以利用轻量级模型实时诊断异常的心音信号ꎮ ③提

高模型的可解释性ꎬ尽管类似的人工智能设备对医

生起到辅助诊断的作用ꎬ但所涉及的基本诊断原理

也很重要ꎮ
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